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Resumen

El objetivo principal de este proyecto de investigacion fue realizar la prediccion del churn
de clientes en una empresa de telecomunicaciones, analizando y utilizando los diferentes métodos
de la mineria de datos, la cual, es parte de la Inteligencia de Negocios. Los métodos escogidos para
la prediccion del churn de clientes son algoritmos de machine learning o aprendizaje automatico
tales como red neuronal, SVM (Support Vector Machines) 0 maquinas de vectores de soporte y
KNN (K-nearest neighbors) o K vecinos mas cercanos. Los algoritmos reciben como entrada los
datos de los clientes que representan las variables independientes incluida la variable dependiente
Illamada churn. El método cientifico utilizado en este trabajo fue el método cuantitativo, que
durante el desarrollo fue mostrando mejores resultados que los esperados debido a que cuando se
introduce una variable independiente en una muestra poblacional, la variable dependiente se ve
afectada incidiendo en los resultados finales.

Esta solucion selecciona el mejor algoritmo de prediccion en base a la precision de las
matrices de confusidn y obtiene un listado de los posibles clientes que abandonaran la empresa.
Asi mismo se demuestra que el mejor algoritmo de prediccion de los tres escogidos es el de red
neuronal debido a que ofrece mejores resultados que incluyen una mejor precision en su matriz de
confusion. Finalmente mediante una pagina web se realiza el llamado al programa en lenguaje R
y se muestran los resultados.

PALABRAS CLAVES: Inteligencia de Negocios, machine learning, mineria de datos,

matriz de confusion, prediccion del churn.



Abstract

The main objective of this research project was to predict the churn of clients in a
telecommunications company, analyzing and using the different methods of data mining, which is
part of Business Intelligence. The methods chosen for the prediction of customer churn are
machine learning or machine learning algorithms such as neural network, SVM (Support Vector
Machines) or support vector machines and KNN (K-nearest neighbors) or K nearest neighbors.
The algorithms receive as input the customers' data that represent the independent variables
including the dependent variable called churn. The scientific method used in this work was the
quantitative method, which during development was showing better results than expected because
when an independent variable is introduced into a population sample, the dependent variable is
affected, affecting the final results.
This solution selects the best prediction algorithm based on the accuracy of the confusion matrices
and obtains a list of potential customers who will leave the company. It is also shown that the best
prediction algorithm of the three chosen is the neural network because it offers better results that
include better accuracy in its confusion matrix. Finally, through a web page the call to the program
is made in R language and the results are shown.

KEYWORDS: Business Inteligence, machine learning, data minig, confusion matrix,

churn prediction.
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INTRODUCCION

Las empresas de telecomunicaciones toman en cuenta el abandono de clientes o el churn
dado que es menos costoso retener a un cliente que adquirir uno nuevo. (Dominguez Doncel &
Mufioz Vera, 2010, pag. 81). Por esta razén es muy importante conocer de antemano los posibles
clientes que puedan abandonar la empresa para poder desarrollar estrategias de Marketing y poder
retenerlos. Una forma de lograr la retencion del cliente es poder predecir el churn del mismo en
base a su comportamiento en la empresa.

El método cientifico utilizado fue el método cuantitativo debido a que se parte de muestras
de datos de clientes, se los procesa, se analizan los resultados obtenidos y se introduce una variable
independiente incidiendo en la variable dependiente; asimismo mediante el muestreo de datos se
optimizan los resultados finales.

El presente trabajo se centra en la prediccion del churn de clientes en base al
comportamiento que han tenido a lo largo del ciclo de vida en la empresa. Se parte de una base de
clientes adquiridos mediante scripts de consultas de bases de datos relacionales y mediante la
metodologia de CRISP-DM se va afinando el conjunto de datos hasta convertirlos en aptos para el
procesamiento de los algoritmos de mineria de datos. Los algoritmos utilizados en este trabajo son:

e Red neuronal

e SVM

e KNN

Estos algoritmos usan matrices de confusion, que ofrecen una determinada precision que

permiten escoger el mejor modelo tal y como se explica en la seccion 2.5.1.



Pregunta cientifica
¢Como predecir la desercion del churn de cientes a partir de su comportamiento en una
empresa de telecomunicaciones?
Idea a defender
Si se implementan las técnicas de Machine Learning en una empresa de
telecomunicaciones a partir del comportamiento de sus clientes se podra predecir su desercion.
Objetivo general
Desarrollar una solucion de Inteligencia de Negocios en una empresa de
telecomunicaciones para predecir la desercion de los clientes a partir de su comportamiento.
Objetivos especificos
e Contextualizar el marco tedrico relacionado con el comportamiento de los clientes para la
prediccion del churn
e Diagnosticar el estado actual de las tecnologias, modelos y técnicas de la identificacion del
churn de clientes para identificar debilidades y elementos reutilizables
e Implementar una solucion de Inteligencia de Negocios para mostrar la prediccion del churn
Justificacion
Los clientes son uno de los activos mas criticos con los que cuenta una empresa porque
pueden mantenerse en el mercado, aumentar el reconocimiento de la marca y a su vez crecer de

forma sustentable. Es por ello que las empresas implementan diferentes técnicas para atraer



clientes y fidelizar los ya existentes. El churn de clientes es uno de los factores que mas impactan
de forma negativa sobre todo a las empresas que brindan servicios de telecomunicaciones.

Entre las técnicas mas utilizadas para atraer, fidelizar y evitar el churn de clientes se pueden
mencionar las promociones y beneficios temporales. Estas iniciativas se basan fundamentalmente
en andlisis superficiales que no responden en muchos de los casos a las preferencias usadas por los
clientes. No se toman en cuenta atributos criticos como:

e El sector donde viven

e La situacion socio econdmica

e Las preferencias familiares en funcion de las caracteristicas del nacleo familiar
e El historial del cumplimiento de los pagos

¢ Nivel de aceptacion de los beneficios ofrecidos

El limitado andlisis de los atributos descritos anteriormente traen consigo que las
estrategias de marketing, publicidad, ventas y fidelizacién de los clientes no tengan la efectividad
deseada; y generan gastos de recursos materiales, financieros y desgastes en el personal sin percibir
el crecimiento esperado.

Es por ello que es fundamental que las empresas de servicios como las telecomunicaciones
implementen herramientas innovadoras que permitan atraer mas clientes, fidelizar los ya existentes
y disminuir el churn. Con ello implementar estrategias y camparias donde se disefien productos y
servicios afines a las necesidades que persiguen los clientes tomando en cuenta su perfil y el

historial del ciclo de vida con la empresa.



CAPITULO 1

MARCO TEORICO



La necesidad de la humanidad por la digitalizacion de los procesos en las empresas y el
consecuente aumento exponencial de los datos que esto conlleva, ha desembocado en el
surgimiento inevitable y necesario de un término que estd muy de moda en la actualidad
denominado Big Data. Este término se deriva de otro muy familiar llamado Inteligencia de
Negocios o Bl (Business Intelligence). Es en realidad el término Bl el que inici6 esta moda, la cual
ha ido evolucionando en el tiempo hasta consolidarse como una tecnologia necesaria para que las
empresas se vuelvan competitivas.

Desde la década de los setenta con el uso de los computadores se usaron los Ilamados
Sistemas de Procesamiento de Transacciones (Transaction Processing Systems, TPS)
evolucionando hasta los Sistemas de Planificacion de Recursos Empresariales (Enterprise
Resource Planning, ERP), los Sistemas de Gestion de la Cadena de Suministros, SCM) y los
sistemas de Gestion de las Relaciones con los Clientes (Customer Relationship Management,
CRM). Al mismo tiempo que aparecieron los TPS’s las empresas se vieron en la necesidad de
procesar la informacion para el control de su gestién y para la toma de decisiones por lo que
parecen los Sistemas de Informacion de Gestién (Management Information Systems, MIS), luego
aparecen los Sistemas de Ayuda para la Decisién (Decision Support Systems, DSS); por la década
de los ochenta llegan los Sistemas Expertos (Exert Systems, ES) los cuales son parte de la
Inteligencia Artificial, los Sistemas de Informacion Ejecutivos (Executive Information Systems,
EIS). Estos sistemas (MIS, EIS y DSS) fueron integrados en un solo término que se mantiene hasta

hoy en dia llamado Inteligencia de Negocios. Se define entonces la Inteligencia de Negocios como



el conjunto de aplicaciones disefiadas para apoyar la toma de decisiones (Roldan Salgueiro,
Cepeda Carrion, & Galan Gonzalez, 2012).
1.1 Modelo de prediccion
1.1.1 Analisis predictivo

El analisis predictivo es la rama de la mineria de datos que se dedica a la extraccion de la
informacion que existe en los datos para descubrir tendencias y patrones ocultos de
comportamiento sobre cualquier fendmeno desconocido. Este andlisis se basa en la identificacion
de relaciones entre variables en eventos pasados para explotarlas y predecir posibles resultados en
futuras situaciones con el fin de optimizar la toma de decisiones.  Para que el analisis predictivo
sea posible es necesario disponer de una cantidad considerable de datos actuales y pasados, para
poder determinar patrones de comportamiento y asi poder obtener conocimiento (Espino Timén &
Martinez Fontes, 2017, pag. 6).
1.1.2 Modelo predictivo

Un modelo predictivo es un instrumento que predice el comportamiento de un individuo y
utiliza sus caracteristicas como entrada para proporcionar una calificacion predictiva como salida
(Espino Timén & Martinez Fontes, 2017, pag. 12).

El andlisis predictivo consiste en construir un modelo estadistico y usar los datos existentes
para sugerir datos no disponibles. Para la creacién de un modelo predictivo se utiliza una muestra

disponible con atributos conocidos y un comportamiento conocido denominado conjunto de



entrenamiento, también se utiliza una muestra con atributos similares pero de comportamiento
desconocido denominado conjunto de prueba (Espino Timon & Martinez Fontes, 2017, pag. 14).
1.2 Machine prediction

El aprendizaje de maquina es necesario y fundamental en el proceso de analisis predictivo
ya que proporciona las técnicas de andlisis de datos con los cuales se pueden descubrir relaciones
entre las variables, que en un principio parecieran insignificantes pero con la aplicacion de dichas
técnicas se puede descubrir su importancia. Luego de haber establecido correlaciones entre las
variables queda a criterio del ser humano interpretar las mismas de un modo correcto para no llegar
a conclusiones equivocadas y se indentifican patrones de comportamiento que permiten crear un
modelo predictivo (Espino Timon & Martinez Fontes, 2017, pags. 8, 9), tal como se muestra en la

figura 1.

Data Predictive Predictive
Modeling Model

Figura 1 Modelo predictive.

Fuente: Predictive Analytics — The Power to predict who will click, buy lie or die

Hay que tener en cuenta que el modelo predictivo nunca proporcionaré el 100% de acierto
porque que a pesar de haberse repetido un patrén de comportamiento en el pasado, este no tiene
por qué repetirse. A pesar de esto, siempre serd mejor predecir con la ayuda de un modelo que
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simplemente adivinar aunque dicho modelo proporciones porcentaje de aciertos bajos (Espino
Timon & Martinez Fontes, 2017, pag. 10).

Hay dos tipos de aprendizaje automatico, el aprendizaje supervisado y el no supervisado.
El aprendizaje supervisado es aquel aprendizaje cuyo conjunto de datos de entrada contiene la
salida de interés en donde se quiere que el método “aprenda” para predecir dicha salida a partir de
nuevos datos. El aprendizaje automatico que se usara en este trabajo sera el aprendizaje
supervisado. El objetivo del aprendizaje supervisado es aprender un modelo predictivo que asocie
las caracteristicas de los datos de entrada (como por ejemplo el tamafio de la casa, localizacion,
tipo de piso, etc.) a una salida (como por ejemplo el precio) (Molnar, 2019, pag. 10).

Los pasos que siguen los algoritmos de aprendizaje automatico supervisados son los
siguientes:

1. Recolectar la mayor cantidad de datos posibles. Como se indico
anteriormente los datos de entrada deben contener la salida que se desea predecir. Para un
predictor de crédito se necesitan datos pasados de los préstamos actuales, informacion
como si el cliente estuvo en mora con sus préstamos y datos que ayudaran para la
prediccion como sus ingresos, historial de créditos pasados, etc. Para un estimador del valor
de una casa se necesitarian los datos de ventas pasadas de casas e informacion actual de

dicha casa como el tamafio, localizacion, etc.



2. Ingresar esta informacion en un algoritmo de aprendizaje automatico que
genere un modelo de detector de signos, un modelo de calificacion crediticia o un estimador
del valor de la vivienda.

3. Utilizar el modelo con nuevos datos. Integrar el modelo en un producto o
proceso, como el auto auténomo, un proceso de solicitud de crédito o un sitio web del
mercado de bienes raices.

Las maquinas de aprendizaje superan al ser humano en muchas tareas como por ejemplo
jugar ajedrez o en la prediccién del clima. Incluso si la maquina de aprendizaje es tan buena como
un ser humano o un poco peor en una tarea, existen grandes ventajas en términos de velocidad,
reproducibilidad y escalado. Una vez que se implementa el modelo de aprendizaje automatico la
méaquina puede completar una tarea mucho mas rapido que los humanos, entrega de manera
confiable resultados consistentes y puede ser copiado infinita cantidad de veces. La replicacién de
un modelo de aprendizaje automatico a otra maquina es mas rapida y de bajo costo mientras que
el entrenamiento de un humano para una determinada tarea puede tomar décadas y es muy costoso.
Una de las principales desventajas de utilizar el aprendizaje automatico es que la informacion sobre
los datos y la tarea que la maquina resuelve estan ocultas en modelos mas complejos. Se necesitan
de millones de numeros para describir una red neuronal profunda y no hay manera de entender el
modelo en su totalidad. Otros modelos como el de ramdon forest consisten de cientos de arboles
de decision que “votan” por las predicciones. Para comprender como se tomo una decision, se

tendrian que analizar los votos y las estructuras de cada uno de los cientos de arboles. Eso



simplemente no funciona, no importa lo inteligente que sea un humano o lo buena que sea su
memoria. Los modelos con mejor rendimiento a menudo son combinaciones de varios modelos
(también llamados conjuntos) que no pueden interpretarse, incluso si cada modelo individual
pudiera interpretarse. Si se enfoca solo en el rendimiento, automaticamente se obtendra mas y mas
modelos difusos (Molnar, 2019, pags. 10, 11).
1.2.1 Redes neuronales

A mediados de los 80°s hubo algo que sacudié a la comunidad de las Estadisticas Aplicadas
debido a que con la introduccién de las redes neuronales se marcé un cambio del modelado
predictivo a la Informatica y al aprendizaje automatico. La red neuronal es un modelo altamente
parametrizado, inspirado en la arquitectura del cerebro humano, el cual fue altamente promovido
como un aproximador universal; es decir, una maquina que con suficientes datos puede aprender

relacion predictiva.
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Capa de Capa Capa de

Entrada L1 Oculta L2 Salida L3

— f()

Figura 2 Red neuronal. Fuente: Computer Age Statistical Inference

La red neuronal de la figura 2 tiene cuatro predictores o entradas L1:
Xj,
cinco unidades o capas ocultas L2:

ar = g(wiol + Y=1 Wy xy),
y una Unica unidad de salida L3:

0 =hwo® + Y5=1 W@ a))

Las unidades de memoria 0 neuronas aprenden automaticamente nuevos aspectos de los

datos a través de un proceso llamado aprendizaje supervisado. Cada neurona a; esta conectada a la
capa de entrada mediante un vector de parametros o pesos {w;¥}*; en donde (1) se refiere a la

primera capa, |j se refiere a la j ésima variable y | ésima unidad. Los términos interceptos wio® son

11



Ilamados un bias mientras que la funcion g es una no linealidad tal como la funcion sigmoide g(t)
=1/ (1+e") La idea era que cada neurona aprendiera una simple funcién binaria de
encendido/apagado y la funcién sigmoide es un compromiso suave y diferenciable. La capa final
0 de salida tiene también pesos y una funcion de salida h. Por regresion cuantitativa h es
tipicamente la funcion identidad y para una respuesta binaria es también sigmoide. Las redes
neuronales tipicamente se ajustan a la maxima probabilidad, generalmente con una variedad de
formas de regularizacion. Los estadisticos consideran que una red neuronal es un modelo no lineal,
no muy diferente de muchas otras generalizaciones de modelos lineales. Si bien esto puede ser
cierto, las redes neuronales han sido de mucha ayuda porque se podrian ampliar y generalizar de
varias maneras: muchas unidades ocultas en una capa, multiples capas ocultas, compartir el peso,
una amplia variedad de formas coloridas de regularizacion y algoritmos de aprendizaje
innovadores para los conjuntos de datos masivos; y lo méas importante, fueron capaces de resolver
problemas en una escala muy superior a la que estaba acostumbrada la comunidad de estadisticas
(Bradley & Trevor, 2017).
1.2.2 SVM

Las maquinas de soporte de vectores o en inglés (Support Vector Machines) utilizan planos
complejos para poder encontrar la mejor division de las instancias que permita clasificarlas de una
forma dptima. La formulacién es un problema de minimizacion cuadratica con un nimero de
variables igual al nimero de casos de entrenamiento. Las SVM usan la optimizacion de las

matematicas debido a que el problema que abordan, incluye la optimizacién de una funcion
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convexa, esto significa que no tiene minimos locales. Otra caracteristica de este algoritmo es que
no requiere informacion de la distribucion del conjunto de datos, esto quiere decir que se busca el
balance entre la certeza y la cantidad de datos a aceptar; esta combinacion induce el origen del
problema de minimizacion del riesgo estructural, cuya solucion se deriva en un problema de
optimizacion sobre encontrar el hiperplano separador entre las instancias, como se muestra en la

figura 3 (Barrientos & Rios, 2013, pags. 84-86) .

- o
(=]
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o ¢ o
o o

Figura 3 Modelo structural de SVM linealmente separable
Fuente: Aplicacion de Mineria de Datos para Predecir Fuga de Clientes en la Industria de las
Telecomunicaciones

Donde la formulacion para un caso linealmente separable es:
Min w %2 wt* w
Sujetoayi(x *w+h)—-1>0

Viz1,..1
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1.2.3 KNN

El algoritmo del K vecino mas cercano o KNN es considerado uno de los mas simples
porgue no requiere de ningun parametro fuera del nimero de vecinos a considerar. Este algoritmo
retne los K vecinos mas cercanos y los hace votar con la particularidad de que la clase con mas
vecinos es la ganadora porque mientras mas vecinos se consideran, menor es la tasa de error. Esa
cercania se mide con relaciéon a un tipo de distancia por lo que se pueden obtener resultados
diferentes dependiendo de la distancia escogida, dado que diferentes métricas definiran regiones

diferentes. El esquema general se muestra en la figura 4 (Barrientos & Rios, 2013, pags. 83, 84).

1Vecino, 1" iteracién 4 Vecinos, 2° iteracidn

=

Figura 4 Modelo structural del KNN
Fuente: Aplicacion de Mineria de Datos para Predecir Fuga de Clientes en la Industria de
las Telecomunicaciones

1.3 Variables del negocio
Las lineas de negocio presentes que se encuentran comunmente en empresas de

telecomunicaciones son: tréficos de larga distancia, telefonia local, internet, cargos de accesos,
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servicios privados, facturas y cuentas corrientes de atencion de clientes (referente a las solicitudes
de atencion y reclamos), clientes y contratos, modelos de operaciones, participacion de mercado y
suscriptores (Barrientos & Rios, 2013, pag. 74).

Ademas de estos servicios, las empresas de telecomunicaciones han expandido su
portafolio incluyendo los denominados servicios fijos tales como internet, television y con la
aparicion de la transformacion digital se suman la analitica de datos, la nube y el internet de las
cosas 0 10T (Internet Of Things) convirtiéndolo en un sector muy atractivo por la gran cantidad
de informacion que generan y almacenan sus empresas.

Una de las principales razones para que un cliente deje de comprar productos de una
compafiia es la disconformidad y la falta de politicas de retencion efectivas expresadas en un mejor
trato hacia el cliente (Barrientos & Rios, 2013, pag. 74). Entre las disconformidades de los clientes
traducidas a su vez en reclamos al ente regulador se destacan: por la suscripcion del servicio,
continuidad y calidad del servicio o bien por cobros irregulares.

1.3.1 Modelo del Churn

La mineria de datos se define como una de las etapas de un proceso mas genérico llamado
Knowledge Discovery in Databases (KDD), el cual, es el proceso de analisis de bases de datos que
busca encontrar relaciones inesperadas. En palabras simples significa encontrar relaciones no
triviales en los datos. Este proceso iterativo consiste en cinco etapas, en donde la mineria de datos

es definida como una fase mas de este procedimiento. Al tratarse de un proceso iterativo es posible
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volver a una etapa previa en caso de que no se tengan resultados satisfactorios al final de una etapa
(Barrientos & Rios, 2013, pag. 76).
El modelo de mineria de datos sigue las siguientes fases:

o Integracién o Seleccion: En esta fase se seleccionan las variables y las
fuentes a considerarse en el proceso completo dando como resultado la creacion de un
conjunto de datos como la base de estudio del proceso.

o Preprocesamiento: En esta fase se realiza el anlisis y limpieza de los datos,
ademas se produce el tratamiento de valores ausentes y los valores fuera de rango (outliers)
mediante técnicas de imputacion de datos.

o Transformacion: En esta etapa se generan nuevas variables a partir de la
naturaleza de las variables originales.

o Mineria de datos: En esta etapa se aplica el analisis de datos para descubrir
un algoritmo adecuado que encuentre patrones a partir de los mismos.

. Interpretacion y evaluacion: En esta Ultima etapa intervienen las medidas
de evaluacion y trasposicion de resultados técnicos a niveles comerciales, de tal forma que
la aplicacion del procedimiento converja a acciones correctivas en el negocio que den
solucion al fendbmeno que se estudia (Barrientos & Rios, 2013, pags. 76, 77).

1.3.2 El negocio de las telecomunicaciones
La telefonia celular llegé al Ecuador en el afio 1993 con dos empresas llamadas PORTA

CELULAR perteneciente a CONECEL y CELULAR POWER perteneciente a OTECEL. Con el
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paso de tiempo ambas empresas fueron adquiridas por AMERICA MOVIL y TELEFONICA
respectivamente cambiando de nombre que ahora se conoce como CLARO y MOVISTAR.

Las empresas Porta y Movistar iniciaron con AMPS (sistema telefonico movil avanzado), el
cual, es un sistema de telefonia mévil de primera generacion donde solo se permite la comunicacién
por voz analégica; luego migraron a TDMA (Time Division Multiple Access), que es una tecnologia
inaldmbrica de segunda generacion la misma que permite dar servicios de voz y datos; mientras Porta
continuo hacia GSM, Movistar migré hacia CDMA, la cual, es una tecnologia mas avanzada porque
pasa a ser digital y permite la incursion de dispositivos méviles mas avanzados. En la actualidad las
tres operadoras manejan GSM (sistema global para las comunicaciones moviles), la cual, es una red
digital que permite la transferencia de voz y datos, ademas del envio y recepcion de mensajes escritos
y poder acceder al roaming (utilizar el mismo nimero en todo el mundo accediendo a plataformas de
diferentes operadoras en cada pais que vaya el cliente) (Valdivieso Flores, 2011).

Las compaiiias trabajan con la tecnologia 4G y se habla de la red 5G y 6G que ofrecen
velocidades superiores para integrar los servicios que se manejan en la actualidad como Cloud,
Big Data e IOT convergiendo todos estos términos a la llamada “transformacion digital”.

1.4 Modelo del Churn (Tedrico)

De acuerdo a (Dominguez Doncel & Mufioz Vera, 2010, pag. 81) retener a un cliente
resulta aproximadamente diez veces mas barato que conseguir uno nuevo. Por eso debe ser una
prioridad saber aplicar estrategias de retencion y fidelizacién que consigan mantener y desarrollar

a los clientes rentables y fieles.
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Churn Rate es una métrica de fidelidad que complementa la de retencion que mide la
atraccion. Es muy utilizada por las empresas cuyos clientes necesitan abonarse o suscribirse a un
servicio o producto, por lo que se usa mucho en compafias de telecomunicaciones y editoriales
(compafiias telefonicas, de acceso a Internet, publicaciones periddicas, etc.).

El abandono de clientes, debido a la competencia o a la insatisfaccion, es uno de los
principales problemas a los que se enfrentan las compariias por logue analizar el Churn Rate es
necesario para medir:

« El porcentaje de clientes que nos han dejado

* La calidad y rentabilidad de estos clientes

En realidad esta métrica debe desencadenar el analisis sobre la calidad y rentabilidad de los
clientes que abandonan una empresa. Ninguna empresa puede permitirse dejar escapar a sus

mejores clientes (Dominguez Doncel & Mufioz Vera, 2010, pag. 82).

CHURN = Clientes que se dieron de baja en el periodo / Clientes al inicio del periodo

Como se indico anteriormente son varios los motivos por los que el cliente deserta de una

empresa por lo que de alguna manera se tiene que ejecutar algun plan para evitarlo. Para aplicar

un plan de retencion de clientes primero se tiene que saber qué clientes son los que abandonaran a

la compafiia.
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CAPITULO 2

METODOLOGIA
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La metodologia utilizada en este trabajo es CRISP-DM que viene de Cross-Industry
Standard Process for Data Mining, el cual es un método probado para orientar trabajos de mineria
de datos (IBM, 2012).

Como modelo de proceso, CRISP-DM ofrece un resumen del ciclo vital de mineria de

datos.

Comprension === Comprensién
del negocio -~ de los datos

\

Preparacién
de los datos

Distribucién

Figura 5 Ciclo del Modelo CRISP-DM. Fuente: IBM Corporation

De acuerdo a la figura 5, el ciclo vital del modelo consta de seis fases con flechas que

indican las dependencias méas importantes y frecuentes entre fases. Las secuencias de fases no es
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estricta y la mayoria de proyectos avanzan y retroceden entre fases de ser necesario. Esto quiere
decir que el modelo es flexible y se puede personalizar facilmente (IBM, 2012).

A continuacion se detalla cada fase de esta metodologia.
2.1. Comprension del negocio
2.1.1 Determinacion de los objetivos del negocio
2.1.1.1 Backgorund

La empresa analizada es de informacion, comunicacién, entretenimiento y brinda acceso
al servicio mavil al territorio ecuatoriano poblado con productos y servicios de avanzada
tecnologia,Brinda a sus usuarios tecnologia digital, GSM, 3G, HSPA+ y 4G LTE en las cuatro
regiones del pais y recientemente 4.5G.
2.1.1.2 Objetivos del negocio

Los objetivos del negocio son realizar la prediccion de datos para los nuevos clientes de la
empresa de tal forma que se logre hacer una prediccion confiable a partir de los datos disponibles
de dichos clientes. Partiendo de esta premisa se han definido los siguientes objetivos:

o Predecir los clientes que abandonaran la empresa a partir de sus datos

o Realizar la mejor prediccion de los clientes que abandonaran la empresa

Este trabajo servird para poder reaccionar ante la posible desercion de los clientes

ofreciendo buenas estrategias de retencion como otorgar 500MB de datos a dichos cliente. Esto
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hara que la empresa se centre en la adquisicion de nuevos clientes porque asegurara la permanencia

de los clientes actuales.

2.1.1.3 Criterios de éxito del negocio

Los criterios de éxito del negocio son:

e La posibilidad de realizar predicciones sobre los nuevos clientes de la empresa con un
alto grado de confiabilidad

e La posibilidad de realizar la mejor prediccion

2.1.2 Evaluacién de la situacion

2.1.2.1 Inventario de recursos

La empresa utiliza principalmente bases de datos relacionales Oracle por lo que se obtuvo
los datos usando sentencias SQL con PL/SQL Developer. Los algoritmos se desarrollaron en
lenguaje R y los datos finales se obtuvieron usando un ETL (Extract, Transform and Load),
programa de extraccion transformacion y carga desarrollado en lenguaje Perl.

Para el calculo de la prediccion del churn de esta solucion se utilizé un computador personal
con las siguientes caracteristicas:

e Marca: Hewllet Packard
e Modelo: 15-da0015la
e Procesador: Intel(R) Core(TM) i7-8550U CPU @ 1.80GHz 2.00 GHz

e Memoria RAM: 12.0 GB
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e Capacidad de almacenamiento: 1 TB
e Tarjeta grafica: NVIDIA GeForce MX130
e Sistema operativo: Microsoft Windows 10

e Monitor: PnP genérico

2.1.2.2 Requisitos, supuestos y restricciones
e Por cuestiones legales no se pudo obtener los datos reales de la empresa por lo que se
usaron datos ficticios
e Laempresa cuenta con una metodologia de planificacion de Proyectos
e Posee una politica de calidad de datos de los clientes

e Maneja niveles de seguridad basado en roles de usuarios de empleados de la empresa

2.1.2.3 Riesgos y contingencia

En la tabla 1 se muestran los posibles riesgos que amenazan la consecusion del proyecto.

Tabla 1

Matriz de riesgos del proyecto
Riesgo Probabilidad Impacto
Falta de presupuesto Baja Alto
Fallas de hardware Baja Alto
No disponibilidad de fuentes de datos Baja Alto
Mala estimacion de entregables Baja Alto
Desconocimiento del equipo en el desarrollo de proyectos Baja Alto

Nota: Elaborado por el Autor

La descripcion de los riesgos de la tabla 1 se muestran a continuacion:
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e Falta de presupuesto
Este riesgo puede darse debido a que no se destine el recurso econémico necesario en el
proyecto

e Fallas de hardware
En el transcurso del proyecto pueden presentarse problemas en el hardware como dafio por
caidas de suministro eléctrico, climatizacion adecuada o fendmenos de la naturaleza

e No disponibilidad de fuentes de datos
Sin la fuente de datos de clientes no es factible realizar la prediccion

e Mala estimacion de entregables
Este riesgo tiene que ver con la disposicion de los recursos necesarios en el tiempo
establecido para su culminacién en el tiempo acordado

e Desconocimiento del equipo en el desarrollo de proyectos
Este riesgo es importante considerarlo por lo que se debe seleccionar el recurso humano
con el conocimiento necesario en mineria de datos

En la tabla 2 se describe la matriz de contingencia para mitigar los posibles riesgos presetados.
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Tabla 2
Matriz de contingencia

Riesgo Contingencia

Establecer un valor de contingencia que soporte
Falta de presupuesto una posible caida de flujo

Revisiones y mantemnimiento constantes para
Fallas de hardware evitar fallas de hardware y software
Realizar una copia de seguridad de la base de datos de
No disponibilidad de fuentes de datos manera local y otra en la nube para prevenir la falta de acceso

Realizar un Project/Excel y determinar tiempos de desarrollo
Mala estimacion de entregables considerando el tiempo de los entregables

Realizar las reuniones con las personas que tengan mayor
Desconocimiento del equipo en el desarrollo de proyectos experiencia en las areas involucradas del proyecto

Nota: Elaborado por el Autor

2.1.2.4 Costos y beneficios

e El costo total del Proyecto esta valorado en $13880,00 descritos en la seccién 2.1.4.1

e El beneficio que tendra la empresa es poder retener a los posibles clientes que abandonaran
la empresa, concentrdndose en la aquisicion de nuevos clientes

2.1.3 Determinacion de los objetivos de mineria de datos

2.1.3.1 Objetivos de la mineria de datos

Predecir a los clientes que desertaran la empresa a partir de los datos del cliente.

2.1.3.2 Criterios de éxito de mineria de datos

e De acuerdo a la mineria de datos se establece como criterio de éxito la posibilidad de

realizar predicciones de churn de clientes con un grado de confiabilidad de 75%

25



e El grado de confiabilidad dependera del algoritmo que se emplee en el modelo de mineria

de datos

2.1.4 Produccion de un plan del proyecto

2.1.4.1 Plan del Proyecto

El plan del proyecto se muestra en la figura 6.

Nombre de tarea . [Costo
- Pediccién del churn de clientes $13.880,00
= Tareas del lider del proyecto $13.880,00

= Analisis $6.160,00
Entrevistas con los expertos $1.300,00
Analisis de datos $2.260,00
Analisis de requisitos $980,00
Ingenieria de Sistemas $1.620,00

= Desarrollo Bl $3.400,00
Seleccion y depuracion de datos $820,00
Elaboracidn de algoritmos de Machine $960,00
Learning
Implementacion de solucién $1.620,00

- Documentacién $1.020,00
Informes de finalizacion de cada fase  $180,00
Manuales de usuario $160,00
Guias de administracién $180,00
Seguridad Informética $160,00
Analisis de riesgo informatico $180,00
Acta de entrega y satisfaccion $160,00

Figura 6 Plan del proyecto. Nota:

Duracion
-

33 dias
33 dias
19 dias
4 dias
7 dias
3 dias
5 dias
11 dias
5 dias
6 dias

5 dias
3 dias
1dia
1dia
1 dia
1 dia
1 dia
1 dia

Comienzo
o

lun 2/9/19
lun 2/9/19
lun 2/9/19
lun 2/9/19
vie 6/9/19
mar 17/9/19
vie 20/9/19
vie 27/9/19
vie 27/9/19
vie 27/9/19

lun 7/10/19
lun 14/10/19
lun 14/10/19
lun 14/10/19
mar 15/10/19
mar 15/10/19
mié 16/10/19
mié 16/10/19

2.1.4.2 Evaluacion de herramientas y técnicas

Fin .
mié 16/10/19
mié 16/10/19
jue 26/9/19
jue 5/9/19
lun 16/9/19
jue 18/9/19
jue 26/9/19
vie 11/10/19
jue 3/10/19
vie 4/10/19

vie 11/10/19
mié 16/10/19
lun 14/10/19
lun 14/10/19
mar 15/10/19
mar 15/10/19
mié 16/10/19
mié 16/10/19

Predecesorz_ Nombres de los recursos

11
11
13
14
15
16

Lider de proyectos[25%]

Ingeniero de proyectos 1;Ingeniero de proyectos 2
Ingeniero de proyectos 1;Ingeniero de proyectos 2
Ingeniero de proyectos 1;Ingeniero de proyectos 2

Ingeniero de proyectos 1;Ingeniero de proyectos 2

Ingeniero de proyectos 1

Ingeniero de proyectos 2

Ingeniero de proyectos 1;Ingeniero de proyectos 2

Ingeniero de proyectos 1
Ingeniero de proyectos 2
Ingeniero de proyectos 1
Ingeniero de proyectos 2
Ingeniero de proyectos 1

Ingeniero de proyectos 2

Elaborado por el Autor

Las herramientas y técnicas utilizadas en esta solucion son:

e Lenguaje R (RStudio)

Es un lenguaje sencillo y adecuado para mineria de datos

e Lenguaje Perl
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Es un lenguaje sencillo para manejar gran cantidad de datos en formato texto

e Paquetes de lenguaje R de red neuronal caret (Classification And REgresion training)
Se usa este paquete porque consiste de un conjunto de funciones que tratan de simplificar
el proceso para la creacion de modelos predictivos (Kuhn, 2019)

e Paquete de lenguaje R de SVM de caret

e Paquete de lenguaje R de KNN de caret

2.2 Comprension de los datos

2.2.1 Recopilacion de datos iniciales
La prediccion del churn se realiza de forma mensual, los datos utilizados en esta solucion
corresponden a los clientes postpago del mes de mayo que se usaron como datos de entrenamiento
y del mes de junio usados como datos de prueba.
Los datos adquiridos son los siguientes:
e Tabla Personas:
Los clientes estan identificados por un nimero
e Tabla Contratos:
Los contratos estan identificados por un nimero
e Tabla Servicios:
Los servicios estan identificados por un cédigo correspondiente al servicio, que en este
caso sera secuencial por las altas y bajas.

Los atributos especificos que se usaron son:
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e Identificador del cliente
e Tipo de cliente
e Tipo de producto
e Forma de pago
e Regidn del cliente
e Ultima Facturacion
e Churn
Las tablas de donde se seleccionaron los atributos son las siguientes:
e personas
e contratos
e servicios
En cuanto a la transformacion, se codificaron los siguientes campos que contenian los caracteres
y se les asign6 un nimero para facilitar su integracion con los algoritmos:
e Tipo de cliente
e Tipo de producto
e Forma de pago
e Regidn del cliente
2.2.2 Descripcion de los datos

El modelo de base de datos es un modelo relacional de Oracle mostrado en la figura 7.
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TaRBLA SERVICIOS
1D SERVICIO WARCHARZ[20)
FECHA_INICIO DATE
FECHA FIN |mATE
TABLA CONTRATOS ESTADD WARCHARZ([1)
TABLS PERSOMAS il Tigs DBSERVACION WARCHAR [ I
Hombre Tipe I CONTRATD | MUMBER PFROOUCTO WARCHARZ[20)
I0_PERSOMNA HUBBER FECHA_IRICID DWATE PLAN MUMBER
MOMBRES VARCHARZIZO) [n_rersoma FECHA FIM DATE I CONTEATD ID_PERSOMA |rumgeR
TIPD PERSONA VARCHARN1) ESTADD WARCHARMN) 10 CONTRATO MNUMBER
ESTADD WARCHARN1) ID_PERSONA MUMBER 1D _CLASE WARCHARZ[3)
FECHA INACTIVO DATE 1D LOCALIDAD  |WARCHARII) REFEREMCLA 1 VARCHARZ[20)
FECHA_INSCRIPCION  [DATE I0_FORMA_PAGD |WARCHARII) REFEREMNCIA_2 WARCHAR2Z[I)
1D DHSTRIBLIDOR | MUMBER REFEREMCLA_3 \WARCHARZ[I0)
10_PERSOMNA REFERENCIA 4 WARCHAR [ M)
1D _CLIENTE MUMBER

Figura 7 Modelo Entidad Relacion. Nota: Elaborado por el Autor

Se puede apreciar en la figura 7 que para las activaciones solo se necesitan estas 3 tablas que se
describen a continuacion:
Tabla PERSONAS
Esta tabla es la que contiene a los clientes de la empresa y tiene como clave primaria el
campo id_persona, a continuacion se describen sus campos:
e |Id_persona: Numero secuencia que identifica a un cliente y es Unico para cada cliente
e Nombres: Campo tipo carécter iue identifica los nombres del cliente
e Tipo_persona: Campo tipo carater que identifica el tipo de persona, sea natural (N) o
juridica (J)
e Estado: Campo tipo caracter que identifica el estado del cliente, sea activo (A) o inactivo

0
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Fecha_inactivo: Campo tipo fecha que identifica la fecha en que el cliente se inactivo

Fecha_inscripcion: Campo tipo fecha que identifica la fecha en que el cliente se activo

Tabla CONTRATOS

Es la tabla que contiene los contratos de los clientes y tiene como clave primaria el campo

id_contrato, a continuacién se describen sus campos:

id_contrato: Namero secuencial que identifica el contrato del cliente y es un campo Unico
para cada contrato

fecha_inicio: Campo tipo fecha que identifica la fecha en que se activoé el contrato
fecha_fin: Campo tipo fecha que identifica la fecha en que se inactivo el contrato

estado: Campo tipo caracter que identifica el estado del contrato, sea activo (A) o inactivo
)

id_persona: Campo tipo numérico que identifica al cliente del contrato y se trata de una
clave foranea

id_localidad: Campo tipo caracter que identifica la ciudad a la cual pertenece el contrato
id_forma_pago: Campo tipo caracter que identifica la forma de pago del contrato

id_distribuidor: Campo tipo numéricio que identifica al distribuidor que activo el contrato
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Tabla SERVICIOS

Esta tabla contiene todos los servicios que un cliente tiene contratado y tiene con clave

primaria el campo id_servicio, a continuacion se detallan los campos:

id_servicio: Campo tipo numérico que identifica el servicio que tiene un contrato y es un
campo Unico para cada servicio

fecha_inicio: Campo tipo fecha que identifica la fecha en que se activo el servicio
fecha_fin: Campo tipo fecha que identifica la fecha en que se inactivo el servicio

estado: Campo tipo caracter que identifica el estado del servicio, sea activo (A) o inactivo
)

observacion: Campo tipo carécter que identifica las observaciones hechas al servicio
producto: Campo tipo caracter que identifica el tipo de producto del servicio, para este caso
(TAR) son los tarifados y (AUT) son los autocontrolados, es decir, un hibrido entre
postpago y prepago

plan: Campo tipo numérico que identifica el identificador del plan del servicio
id_persona: Campo tipo numeérico que identifica al cliente del servicio y se trata de una
clave foranea

id_contrato: Campo tipo numeérico que identifica el contrato del servicio y se trata de una
clave foranea

id_clase: Campo tipo caracter que identifica la tecnologia del servicio yasea TDMA =10
GSM =2
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e referencia_1: Campo tipo caracter que identifica el imei del equipo asociado al servicio
e referencia_2: Campo tipo caracter que identifica el modelo del equipo asociado al servicio
e referencia_3: Campo tipo caracter que identifica la homologaciénm del equipo asociado al
servicio
e referencia_4: Campo tipo caracter que identifica la simcard asociada al servicio
e id_cliente: Campo tipo numérico que identifica un numero asociado al servicio para la
facturacion
2.2.3 Verificacion de calidad de los datos
Se partié de una base de registros de clientes, se realiz6 una depuracion de datos con un
ETL hecho con un script en lenguaje Perl. Este script descart6 los campos nulos y también realizd
formateo de datos para los campos tipo_persona, producto, forma_pago, region y una simulacion
de ultima facturacion.
2.3 Preparacion de los datos
2.3.1 Seleccion de los datos
Como se indicé anteriormente los campos seleccionados para el analisis de mineria de datos
son los siguientes:
e Tabla contratos
o id_cliente
o forma_pago

o region
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o churn
e Tabla clientes
o tipo_persona
e Tabla servicios
o Producto
¢ Ultima facturacion

Dato simulado con un script en Perl

2.3.2 Limpieza de los datos

Para filtrar los datos no adecuados, se utilizo un script en Perl que selecciona los datos que

son diferentes de nulo y que no cumplen con lo requerido. El esquema usado se muestra en la

figura 8.

Clientes Clientes
- ' filtrados

postpago

Figura 8 Filtrado de registros. Nota: Elaborado por el Autor

2.3.3 Construccion de los datos

Se simulé el campo facturacion con un script en Perl.
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2.3.4 Integracion de los datos
No ha sido necesario la integracion de nuevos datos debido a que con los existentes es
suficiente para la prediccion.
2.3.5 Formateo de los datos
Los siguientes campos han sido codificados:
e Tipo de persona
e Tipo de producto
e Forma de pago
e Regidn del cliente
La codificacién utilizada se describe en el anexol y es la siguiente:
e tipo_persona
o 1->N (Natural)
o 2->J (Juridica)
e producto
o 1->AUT (Autocontrol)
o 2->TAR (Tarifario)
e forma_pago
o 1->BAN (Bancos)
o 2->BAT (Transferencia)

o 3->CFA (Contrafactura)
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o 4->CFV (Forma de pago varios)
o 5->TCR (Tarjeta de crédito)
o 6->TCT (Tarjeta de debito)
e region
o 1 -> GYE (Guayaquil), PTV (Portoviejo), MAC (Machala), BAB (Babahoyo),
QUE (Quevedo), ESM (Esmeraldas), PLY (Playas), DUR (Duran), MNT (Manta),
MIL (Milagro), JPJ (Jipijapa), CHN (Chone), SAL (Salinas), HQL (Huaquillas),
TSG (Tosagua), DAU (Daule)
o 2 ->UIO (Quito), CAY (Cayambe), CUE (Cuenca), STD (Santo Domingo), IBA
(Ibarra), TUL (Tulcan), LOJ (Loja), AMB (Ambato), RBB (Riobamba), LTA
(Latacunga), GUA (Gualaceo), CCA (Cotacachi), AZO (Azogues), MCH
(Machachi)
o 3->TEN (Tena), PYO (Puyo), MCS (Macas), ZAM (Zamora)
o 4->SCZ (Santa Cruz)
2.4 Modelado
2.4.1 Eleccion de la técnica de modelado
Debido a que se trata de técnicas de prediccion se seleccionaron las siguientes técnicas:
e Red neuronal
e SVM

e KNN
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2.4.2 Generacién del plan de prueba

Se utilizaron como datos de entrenamiento las altas y bajas del mes de mayo y como datos
de prueba se utilizaron las altas y bajas del mes de junio hasta el dia 23. La precision de los
algoritmos de prediccion se obtiene de las matrices de confusion (Visa, Ramsay, Ralescu, & van

der Knaap, 2011), tal como se muestra en la figura 9.

PREDICTED PREDICTED
NEGATIVE POSITIVE
ACTUAL NEGATIVE a b
ACTUAL POSITIVE c d

N a+d
Aecuracy = ——
Y a+b+ec+d

Figura 9 Precision de una matriz de confusion.
Fuente: (Visa, Ramsay, Ralescu, & van der Knaap, 2011)

Los significados de los valores de la matriz de confusién se describen a continuacion:
e aes el numero de predicciones negativas correctas
e Db es el numero de predicciones positivas incorrectas
e cesel nimero de predicciones negativas incorrectas
e d es el numero de predicciones positivas correctas
La precision de la matriz de confusion es méas confiable siempre y cuando haya un balanceo
de los datos con respecto al churn, es decir, cantidades similares de 0 y 1 por lo que previamente
se usé un script en perl que balance6 los datos. El balanceo de los datos se da en funcién de las
bajas por lo que en el mes de mayo hubo 16661 clientes que se fugaron por lo que se tomo

aproximadamente la misma cantidad de altas. Para el mes de junio hubo 4993 clientes fugados y
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al igual que el mes de mayo se tomo aproximadamente igual cantidad de altas por lo que finalmente
se haran las predicciones en base a los datos balanceados del mes junio, es decir, sobre 9986
clientes.
2.4.3 Construccién del modelo
Para la construccion de todos los modelos se usé el paquete llamado caret (Kuhn, 2019), el
cual contiene lo 3 métodos que se aplicaron en este trabajo. Asimismo para todos los métodos se
siguio con la siguiente estrategia:
e Se balancearon los datos en funcion de las bajas tanto del mes de mayo como de junio
dejando aproximadamente igual nimero de altas
e Se entreno al algoritmo con el 70% de los datos balanceados del mes de mayo
e Los datos de prueba correspondieron al 30% de los datos balanceados de mayo
e Se uso el algoritmo con todos los datos balanceados del mes de junio
e Se calculd la precision de la matriz de confusion
e Se obtuvo un archivo con los clientes predichos
Los modelos se detallan a continuacion:
e Red neuronal

El algoritmo de la red neuronal se muestra en la figura 10.
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Tibrary(caret)

setwd("C:\"\Documentos")

datos<-read. csv("clientes_mayo_balanceados.csv", sep=";")

intrain <- createDataPartition(y = datosichurn, p= 0.7, Tist = FALSE)

# Datos balanceados de entrenamiento de mayo
training =- datos[intrain,]

# Datos balanceados de prueba de mayo
testing <- datos[-intrain,]

trainingfchurn = as.factor (trainingfchurn)
trctrl <- traincontrol(method = "repeatedcv”, number = 5, repeats = 3)

base_l=training[,-1]

nnet <=- train(as.factor (churn) -~ tipo_personatproducto+forma_pago+region+facturacion, data = base_1, method = "nnet”,
trcontrol=trctrl,
preProcess = c("center’, "scale"),

tunecrid = expand.grid(size=c(10), decay=c(0.1)))
pred_NNET <- predict{nnet, newdata = testing[,-c(1,7)])

# Matriz de confusion de datos balanceados del mes de mayo
confusionmatrix(pred_NNET, as.factor(testingichurn))

# Datos nuevos de junio
nuevos_datos<-read. csv("clientes_junio_balanceados.csv", sep=":")
testing_nuevo <- nuevos_datos

pred_NNET_nuevo <- predict(nnet, newdata = testing_nuevo[,-c(1,7)])

# Matriz de confusion de datos balanceados del me de junio
confusionMatrix(pred_NNET_nuevo, as.factor(testing_nuevoichurn))

datafinal=testing_nuevo

datafinal iprednnet=pred_NNET_nuevo
datafinal[,c("id_cliente”, 'churn’, 'prednnet’)]
write.csvidatafinal, file="clientes_predichos_nnet.csv’)

Figura 10 Algoritmo de red neuronal — Cédigo en R. Nota: Elaborado por el Autor
El algoritmo de la figura 10 realiza lo siguiente:
o Toma los datos balanceados del mes de mayo
o Utiliza una particion de los datos de entrenamiento y prueba con los datos de mayo
o Aplica el método nnet del paquete caret con los datos de entrenamiento
o Realiza la prediccion con los datos de prueba
o Obtiene la matriz de confusion de los datos de prueba
o Toma como datos de prueba los datos balanceados del junio

o Realiza la prediccion de los datos de prueba
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o Obtiene la matriz de confusion de los datos de prueba
o Obtiene un listado con los clientes fugados

Este algoritmo muestra la matriz de confusion en la tabla 3.

Tabla 3

Matriz de confusién de la red neuronal
Reference
Prediction 0 1

0 4845 1863
1 149 3129

Nota: Elaborado por el Autor

De acuerdo a la definicion de la figura 9 en la seccion 2.4.2, el célculo de la precision de la

matriz de confusion de la tabla 3 se muestra en la figura 11.

4845 + 3129
Precision = = 79,85%
4845 + 1863 + 149 +3129

Figura 11 Precision de la matriz de confusion de la red neuronal. Nota: Elaborado por el Autor

e SVM

El algoritmo de SVM se muestra en la figura 12.
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Tibrary(caret)

setwd("C:\\Documentos")
datos<-read.csv("clientes_mayo_balanceados.csv", sep=";")

intrain =- createbpataPartition(y = datosi$churn, p= 0.7, Tist = FALSE)

# Datos balanceados de entrenamiento de mayo
training <- datos[intrain,]

# Datos balanceados de prueba de mayo
testing <- datos[-intrain,]

training$churn = as.factor (training$churn)
trctrl <- trainControl (method = "repeatedcv”, number = 5, repeats = 3)

base_l-training[,-1]

svm_Linear <- train(as.factor (churn) ~ tipo_persona+producto+forma_pago+region+facturacion, data = base_1, method = "svmLinear",
trcontrol=trctrl,
preProcess = c("center”, "scale"),

tuneLength = 10)
pred_swMm <- predict(svm_Linear, newdata = testing[,-c(1,7)])

# Matriz de confusion de datos balanceados del mes de mayo
confusionMatrix(pred_sw, as.factor(testingichurn))

# Datos nuevos de junio
nuevos_datos<-read.csv("clientes_junio_balanceados. csv", sep=";")
testing_nuevo <- nuevos_datos

pred_swM_nuevo <- predict(svm_Linear, newdata = testing_nuevol[,-c(1,7)])

# Matriz de confusion de datos balanceados del me de junio
confusionMatrix(pred_swM_nuevo, as.factor(testing_nuevoichurn))

datafinal=testing_nuevo

datafinal ipredsvm=pred_swM_nuevo

datafinal[,c( id_cliente’, 'churn’, 'predsvm’)}]
write.csv(datafinal, file="clientes_predichos_svm.csv")

Figura 12 Algoritmo SVM en R. Nota: Elaborado por el autor

El algoritmo de la figura 12 realiza lo siguiente:
o Toma los datos balanceados del mes de mayo
o Utiliza una particién de los datos de entrenamiento y prueba con los datos de mayo
o Aplica el método svmLinear del paguete caret con los datos de entrenamiento
o Realiza la prediccion con los datos de prueba
o Obtiene la matriz de confusion de los datos de prueba
o Toma como datos de prueba los datos balanceados del junio

o Realiza la prediccion de los datos de prueba
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o Obtiene la matriz de confusion de los datos de prueba
o Obtiene un listado con los clientes fugados

La matriz de confusién obtenida se muestra en la tabla 4.

Tabla 4

Matriz de confusion de SVM
rReference
Prediction 0 1

0 4849 2176
1 145 2816

Nota: Elaborado por el Autor

De acuerdo a la definicion de la figura 9 en la seccion 2.4.2, el célculo de la precision de
la matriz de confusidn de la tabla 4 se muestra en la figura 13.

4849 + 2816
Precision = = 76,76%
4849 + 2176 + 145 +2816

Figura 13 Precision de la matriz de confusion de SVM. Nota: Elaborado por el Autor

e KNN

El algoritmo se muestra en la figura 14.
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Tibrary(caret)
setwd("C:\\Documentos™)
datos<-read. csv("clientes_mayo_balanceados. csv", sep=";")

intrain <- createDataPartition(y = datosichurn, p= 0.7, Tist = FALSE)

# Datos balanceados de entrenamiento de mayo
training =<- datos[intrain,]

# Datos balanceados de prueba de mayo
testing =- datos[-intrain,]

trainingichurn = as.factor (trainingichurn)
trctr] <- trainControl (method = "repeatedcv”, number = 5, repeats = 3)

base_l=training[,-1]

knn =- train(as.factor (churn) ~ tipo_persona+producto+forma_pago+regiomn+facturacion, data = base_1, method = "knn",
trcontrol=trctrl,
preProcess = c("center”, "scale"),
tuneLength = 10)

pred_kKNN <- predict(knn, newdata = testing[,-c(1,7)].

# Matriz de confusion de datos balanceados del mes de mayo
confusiorMatrix(pred_kNN, as.factor (testingichurn))

# Datos nuevos de junio
nuevos_datos<-read. csv("clientes_junio_balanceados.csv", sep=";")
testing_nuevo <- nuevos_datos

pred_KNN_nuevo <- predict(knn, newdata = testing_nuevo[,-c(1,7)])

# Matriz de confusion de datos balanceados del me de junmio
confusionmatrix(pred_kKNN_nuevo, as.factor(testing_nuevoichurn))

datafinal=testing_nuevo

datafinalipredknn =pred_KNN_nuevo

datafinal[,c( id_cliente’, 'churn’, 'predknn’)]
write.csv(datafinal, file="clientes_predichos_knn.csv’)

Figura 14 Algoritmo KNN en R. Nota: Elaborado por el Autor

El algoritmo de la figura 14 realiza lo siguiente:
o Toma los datos balanceados del mes de mayo
o Utiliza una particion de los datos de entrenamiento y prueba con los datos de mayo
o Aplica el método knn del paquete caret con los datos de entrenamiento
o Realiza la prediccion con los datos de prueba
o Obtiene la matriz de confusion de los datos de prueba

o Toma como datos de prueba los datos balanceados del junio
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o Realiza la prediccion de los datos de prueba
o Obtiene la matriz de confusion de los datos de prueba
o Obtiene un listado con los clientes fugados

La matriz de confusién se muestra en la tabla 5.

Tabla 5

Matriz de confusion de KNN
Reference
Prediction 0 1

0 4829 1972
1 165 3020

Nota: Elaborado por el Autor

De acuerdo a la definicion de la figura 9 en la seccion 2.4.2, el calculo de la precision de la

matriz de confusion de la tabla 5 se muestra en la figura 15.

4829 + 3020
Precision = = 78,60%
4849 + 1972 + 165 + 3020

Figura 15 Precision de la matriz de confusion de KNN. Nota: Elaborado por el Autor

2.4.4 Evaluacion del modelo
Para realizar una mejor comparativa la tabla 6 muestra de una mejor forma los valores

obtenidos en las matrices de confusion.
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Tabla 6
Precision de los modelos

Valores de las matrices

Algoritmo a b c d Precision
Red neuronal 4845 1863 149 3129 79,85
SVM 4849 2176 145 2816 76,76
KNN 4849 1972 165 3020 78,6

Nota: Elaborado por el Autor

2.5 Evaluacion
2.5.1 Evaluacion de los resultados

En base a los resultados obtenidos en la tabla 6 se concluye que el mejor modelo es red
neuronal que con 79,85% de precision, mostré el mejor resultado prediciendo 3129 clientes
fugados y 149 posibles clientes que se fugaran. Los resultados también muestran que el segundo
mejor modelo es el de KNN con una precision de 78,60% y con una prediccion de 3020 clientes
fugados y 165 posibles clientes que se fugaran.

Se desarroll6é un solo programa en R que realiza el lamado de los 3 algoritmos del paquete
caret, evalta los resultados de las precisions de las 3 matrices de confusion, selecciona la mejor
precision, predice los posibles clientes que se fugaran y los escribe en un archivo con formato csv.

Este programa en R es llamado por un programa desarrollado en Php que muestra los

resultados luego de ser invocados por una pagina web hecha en Php.
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2.5.2 Revision del proceso

Durante el proceso de construccion del modelo se tuvo que evaluar varios métodos como
por ejemplo en el caso de la red neuronal se usaron los paquetes neuralnet y h20 que se descartaron
porque la precision de la matriz de confusion y la prediccion de los clientes fugados no fue
aceptable. De igual forma se aplicaron los mismos criterios para los métodos SVM y KNN por lo
que se opto usar los métodos que posee el paquete “caret” debido a que mostraron mejores
resultados.

A continuacion se indicaran los paquetes de red neuronal llamados neuralnet y h20:

e Neuralnet
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Tibrary(neuralnet)
Tibrary(ggplot2)

# Se establece directorio de trabajo
setwd("C:%\Documentos")

# Los datos de entrenamiento seran los clientes de mayo
mydata <- read.csv("clientes_junio_depurados.csv™)
attach(mydata)

# se normalizan los datos
# Normalizacion escalada
scaleddata<-scale(mydata)

# Normalizacion por max-min
normalize <- function(x) {
return ((x - min(x)) / (max(x) - min(x)))

¥

# Datos normalizados de mayo
maxmindf <- as.data.frame(lapply(mydata, normalize))
# Datos normalizados de junio

n=nrow(mydata)
porc_train=0.8
ntrain=as. integer (n*porc_train)

vtrain=sample(l:n, ntrain)

# Datos de entrenamiento
train=maxmindf[vtrain,]
# Datos de prueba
test=maxmindf[-vtrain,]

# Entrenando 1a red neuronal con neuralnet con datos de mayo

ann_model <- neuralnet(churn~id_cliente+tipo_persona+producto+forma_pago+region, data=train, hidden=c(2,1),
linear. output=FaLse, thresheld=0.01)

ann_model fresult.matrix

plot (ann_model)

temp_test <- subset(test, select = c("id_cliente”, "tipo_persona”, "producto”, "forma_pago”, "region”))
head (temp_test)

ann_model. results <- compute(ann_model, temp_test)

results «- data.frame(actual = testichurn, prediction = ann_model.resultsinet.result)

#Matriz de confusion

roundedresults<-sapply(results,round)

roundedresultsdf=data. frame(roundedresults)

attach(roundedresultsdf)
table(actual,prediction)

Figura 16 Algoritmo de red neuronal con paquete neuralnet en R. Nota: Elaborado por el Autor

El algoritmo de la figura 16 realiza lo siguiente:

o Toma los datos del mes de mayo

o Utiliza una particion de los datos de entrenamiento y prueba con los datos de mayo
o Aplica el método neuralnet del paquete neuralnet con los datos de entrenamiento
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o Realiza la prediccion con los datos de prueba
o Obtiene la matriz de confusion de los datos de prueba
o Obtiene la matriz de confusion de los datos de prueba
e HZ20

Tibrary(caTools)

Tibrary(h2o)

1ibrary(ROCR)

setwd("C:\\Documentos™)
churn_mayo<-read. csv("clientes_mayo_depurados. csv"™)
churn_junio<-read. csv("clientes_junio_depurados. csv")
n=nrow(churn_junio)
colnames (churn_mayo) [6] =<- "churn”
colnames (churn_junio) [6] =- "churn”

churn_mayo$churn =- factor(churn_mayofchurn, levels = c("0",

"1"), labels =

churn_junio$churn <- factor(churn_juniofchurn, levels = c("0", "1"), labels

churn_mayo[, c(1:5)] =- scale(churn_mayo[, c(1:5)])
churn_juniol, c(1:5)] <- scale(churn_junio[, c(1:53])

set.seed(1234)
training_set <- churn_mayo
test_set <- churn_junio

precision=0
intentos=0
h2o.init(nthreads = -1)

classifier = h2o.deeplearning(y = "churn’,

training_frame = as.hZo(training_set),
activation = 'RectifierwithDropout’,

hidden = (35, 5, 5),
epochs = 100,
train_samples_per_iteration =

-2

prob_pred =- h2o.predict(classifier, newdata = as.hZo(test_set))

y_pred <- as.vector(ifelse(prob_predipredict == "wo', 0, 1))
y_test_set <- ifelse(test_setichurn == "wo', 0, 1)

cm <- table(y_test_set, y_pred)
cm

h2o. shutdown()

c("No",

c("no",

Figura 17 Algoritmo de red neuronal con paquete h20 en R. Nota: Elaborado por el Autor

'5i"))

'si™))
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El algoritmo de la figura 17 realiza lo siguiente:
o Toma los datos del mes de mayo
o Toma los datos del mes de junio
o Utiliza una particion de los datos de entrenamiento con los datos de mayo y prueba con los
datos del mes de junio
o Aplica el método h2o.deeplearning del paquete h20 con los datos de entrenamiento
o Realiza la prediccion con los datos de prueba
o Obtiene la matriz de confusion de los datos de prueba
2.5.3 Determinacion de los proximos pasos
El siguiente paso consiste en ejecutar la etapa de distribucion para cumplir con los
objetivos comerciales definidos en la seccion 2.1.1.2.
2.6 Distribucion
La distribucion es un proceso que consiste en utilizar nuevos conocimientos, como por
ejemplo de mineria de datos, para implementar las mejoras de la organizacion. (IBM, 2012).
2.6.1 Planificacién de la Implantacion
Para la implantacion de este proyecto es necesario tener acceso a datos reales, es decir, a
toda la base de clientes de la empresa porque se indico que los datos son ficiticios. Los pasos para
implantar la solucién son los siguientes:
e Obtener los datos de altas y bajas de clientes de 2 meses en 2 archivos con formato csv

separados con “;” con la informacidn siguiente:
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o id_cliente

o tipo_persona

o producto

o forma_pago

o region

o facturacion

o churn

Los archivos deben Ilamarse de la siguiente manera:

o clientes_mesl.csv

o clientes_mes2.csv

Colocar ambos archivos csv en un directorio llamado Documentos dentro de la unidad C:\
Colocar los siguientes scripts de R y perl en el directorio anteriormente indicado:

o modelos_de_prediccion.R

o balancea.pl

o selecciona_fugados.pl

Ejecutar el modelo con los datos descritos anteriormente

Obtener el listado de los posibles clientes a fugarse producto de la prediccién que realiza

esta solucion en un archivo llamado clientes_a_fugarse_nnet.csv
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CAPITULO 3

VALIDACION DE LOS RESULTADOS
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3.1 Esquema de validacion
En este trabajo se aplicaron los métodos cuantitativos, los cuales permitieron demostrar
que la solucion propuesta resuelve el problema planteado. A lo largo del desarrollo de esta solucion
se utilizaron las siguientes formas de validacion cuantitativas:
e Pre-experimentos
e Cuasi-experimentos
e Experimentos puros
Se probd con una seleccidon de dos muestras de clientes cuyas variables independientes no
presentaban una relacion correcta con la variable dependiente llamada churn porque los resultados
no eran los adecuados ni confiables. Luego se ingreso la variable independiente facturacion del
cliente, se separaron los grupos de tal manera que se tengan grupos balanceados con respecto al
churn, es decir, grupos con cantidades similares de altas y bajas. Luego se obtuvieron resultados
aceptables y confiables en base a las matrices de confusion y se construyo un solo algoritmo que
abarco toda la solucion.
3.1.1 Pre-experimentos
En esta solucion se trabajo con las alta y bajas tanto del mes de mayo como de junio
inicialmente sin alterar el contenido de los datos obteniendo resultados poco satisfactorios
aparte de incluir algoritmos que tomaban mucho tiempo en ejecutarse como por ejemplo los

algoritmos independientes del paquete caret como neuralnet, h2o.depplearning, SVM y KNN.
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La medida con la cual se consideraron resultados poco satisfactorios fueron las precisiones de

sus matrices de confusion debido a que mostraron resultados sin relacion.

3.1.2 Cuasi-experimentos

Luego de obtener los resultados sin relacion como se indico anteriormente y con el
propésito de mejoralos, se ingresd una nueva variable independiente llamada facturacién
simulando los valores facturados de los clientes y se utilizd el paguete caret con lo que se obtuvo
resultados un poco mas razonables.
3.1.3 Experimentos puros

Finalmente luego de revisar los datos anteriores y considerando que dichos datos no eran
muy confiables se usé un balanceo de datos, que como se indicé anteriormente consiste en tomar
igual cantidad de altas en funcion de las bajas existentes tanto del mes de mayo como de junio.
Para el caso del mes de mayo hubo 16661 clientes fugados por lo que se tomd un ndmero similar
de altas, mientras que para el mes de junio hubo 4993 clientes fugados que con un numero

aproximado de altas se obtuvo un total de 9986 clientes.
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3.2 Aplicacion y descripcion de los resultados
3.2.1 Pre-experimentos

e Red neuronal

A pesar de que la precision de la matriz de confusion del algoritmo h2o.deeplearning fue
alta, se obtuvieron valores predichos de clientes fugados considerados muy bajos debido al total

de clientes tal como se muestra en la tabla 7.

Tabla7

Matriz de confusion obtenida con h20.deeplearning con todos los clientes

y_pred
y_test_set 0 1
0 186491 3244
1 4545 448

Nota: Elaborado por el Autor

e SVM
Similarmente como sucedié con el algoritmo de red neuronal que también dio como
resultado una muy buena precison de la matriz de confusion pero ningun cliente fugado tal como

se muestra en la tabla 8.

Tabla 8

Matriz de confusién obtenida con SVM con todos los clientes

test_pred 0 1
0 189735 4993
1 0 0

Nota: Elaborado por el Autor
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e KNN
Los resultados del algoritmo KNN no son la excepcion debido a que la precision obtenida
de la matriz de confusion fue alta con un nimero de 102 clientes fugados tal como se muestra en

la tabla 9.

Tabla 9

Matriz de confusién obtenida con KNN con todos los clientes

knn. prd 0 1
0 183861 4891
1 5874 102

Nota: Elaborado por el Autor

3.2.2 Cuasi-experimentos

e Red neuronal

A pesar que la precision de la matriz de confusion de la tabla 10 fue alta, la prediccion de
clientes fugados fue de 722, lo cual sigue siendo muy poco para la cantidad de clientes totales del

mes de junio.

Tabla 10

Matriz de confusién de red neuronal con todos los clientes con caret
Reference
Prediction 0 1

0 186494 4271
1 3241 722

Nota: Elaborado por el Autor
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e SVM

Para este caso la precision de la matriz de confusion mostrada en la tabla 11 fue muy baja,
con una prediccién de clientes fugados de de 2817, que al igual que el algoritmo anterior sigue

siendo muy poco para la cantidad total de clientes.

Tabla 11

Matriz de confusién de SVM con todos los clientes con caret

rReference
Prediction 0 1

0 79552 2176

1 110183 2817

Nota: Elaborado por el Autor

e KNN
A pesar gque la precision de la matriz de confusion de la tabla 12 tambié fue alta, la
prediccion de clientes fugados fue de 675, que continua siendo muy poco para la cantidad de

clientes.

Tabla 12

Matriz de confusién de KNN con todos los clientes con caret

reference
Prediction 0 1

0 186553 4318

1 3182 675

Nota: Elaborado por el Autor

3.2.3 Experimentos puros

e Red neuronal
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Con la matriz de confusion mostrada en la tabla 13, definitivamente los resultados
obtenidos con un muestreo de datos balanceados son muy aceptables y confiables. Esto se concluye
debido a la precision de dicha matriz de 79,85%, mostrada en la tabla 6 de la seccion 2.4.4y a su

prediccion de 3062 clientes fugados y 139 posibles clientes que se fugaran.

Tabla 13

Matriz de confusién de red neuronal con datos balanceados

reference
Prediction 0 1
0 4855 1930
1 139 3062

Nota: Elaborado por el Autor

e SVM
La matriz de confusion de SVM se muestra en la tabla 14 y al igual que el algoritmo anterior
los resultados son aceptables y confiables con una precisién mostrada en la tabla 6 de la seccion

2.4.4 de 76,76%, con 2816 clientes fugados y 145 posibles clientes que se fugaran.

Tabla 14

Matriz de confusion de red SVM con datos balanceados

Reference
Prediction 0 1
0 4849 2176
1 145 2816

Nota: Elaborado por el Autor
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e KNN
La matriz de confusion de KNN se muestra en la tabla 15 y al igual que el algoritmo anterior
los resultados son aceptables y confiables con una precision mostrada en la tabla 6 de la seccion

2.4.4 de 78,56%, con 3031 clientes fugados y con 180 posibles clientes que se fugaran.

Tabla 15
Matriz de confusién de red KNN con datos balanceados

reference
Prediction 0 1

0 4814 1961

1 180 2031

Nota: Elaborado por el Autor

Finalmente, se unifican los 3 algoritmos en un solo programa en R que selecciona la mejor
prediccion en base a la precision de la matriz de confusion y obtiene un listado de los posibles
clientes a fugarse. Este programa en R llamado modelos_de_prediccion.R es invocado por una
pagina web hecha en Php llamada prediccion_churn.php que a su vez llama a otro programa en

php Ilamado prediccion.php. La pagina web se muestra en la figura 18.

Figura 18 Pagina web prediccion_churn.php

& - C @ localhost/R/prediccion_churn.php * 0O

Bienvenidos, esta pagina realizara |la prediccion del Churn de una empresa de telecomunicaciones.

Usara los algoritmos red neuronal, SVM y KNN, escogera al mejor algoritmo y creara un listado con
los posibles clientes que abandonaran la empresa.

Predecir
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Nota: Elaborado por el Autor

Los resultados de la prediccion se muestran en la figura 19.
Figura 19 Programa prediccion.php

<« C @ localhost/R/prediccion.php g o

[1] "Red neuronal: 79.11%, SVM: 76.76%., KNN: 78.59%; mejor modelo: Red neuronal con 79.11% v 143 clientes a fugarse
listados en archivo C:\'\Documentos\\clientes a fugarse nnet.csv"

Nota: Elaborado por el Autor

Como se puede observar los datos mejoraron conforme se ingresé una nueva variable
independiente a las muestras y seleccionando los datos de tal manera que se balanceran con
respecto a la variable dependiente llamada churn y que corresponden a los clientes fugados,
obteniendo una cantidad similar entre fugados y no fugados. En la figura 28 se muestra el mejor
modelo de prediccion que fue el de la red neuronal con una precision de 79,94%, la matriz de
precision de la red neuronal, asi como la cantidad de clientes que posiblemente se fugaran de una
empresa y que este caso es de 145. Estos clientes se detallan en un archivo llamado
“clientes_a_fugarse nnet.csv”.

3.3 Impacto
3.3.1 Perspectivas econémicas
Desde la perspectiva econdmica, esta solucién tiene un impacto positivo dado que con los

resultados obtenidos se podré establecer una adecuada estrategia para lograr la retencion del
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posible cliente predicho como fugable, logrando asi concentrarse el negocio en la adquisicion de
nuevos clientes.
3.3.2 Perspectivas sociales

Desde esta prespectiva, esta solucion tiene un impacto positivo debido a que con la
retencion de los posibles clientes a fugarse, sentiran un sentido de pertenencia a la empresa asi
como de satisfaccion, puesto que se sentiran como clientes importantes. Esto hard que al

transmitirse la satisfaccion del cliente, atraigan a mas clientes.
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CONCLUSIONES

Las técnicas de mineria de datos establecen que existe una relacion entre las variables
independientes correspondientes a los datos de alguna muestra, que en este caso
corresponden a los clientes con las variable dependiente que en este caso es el churn;y
en base a estas relaciones se pueden establecer las predicciones midiendo sus
resultados.

En base a los resultados obtenidos se puede ir midiendo dichos resultados a partir de
las técnicas de mineria de datos logrando cada vez ir mejorandolos afiadiendo nuevas
variables independientes o aplicando ciertas técnicas de muestreo de datos hasta lograr
resultados confiables.

En esta solucién se emplean los métodos de red neuronal, SVM y KNN para lograr la
mejor prediccion posible.

Con la técnica de precision de la matriz de confusidn, el programa elige al mejor
algoritmo de los tres que resultd ser el algoritmo de red neuronal con una precision de
79,94%.

La solucidn crea un listado de los clientes que se predicen como posibles fugables a
través de un archivo csv escrito en un directorio llamado Documentos dentro de la

unidad C:\.
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RECOMENDACIONES

Se recomienda utilizar datos reales para obtener resultados méas optimos
Los archivos de los clientes deben estar en formato csv separados con “;” correspondienes
a las altas y las bajas de clientes de 2 meses (1 mes por archivo) con los siguientes campos:

o id_cliente (c6digo numérico que identifica al cliente)

o

tipo_persona (dato numérico con valores 1=persona natural, 2=persona juridica)

o producto (dato numérico con valores 1=tarifados, 2=autocontrolados)

o forma_pago (dato numérico con valores que van del 1 al 6 representando las diferentes
formas de pago)

o region (dato numérico con valores que van del 1 al 4 representando a las regiones del
Ecuador)

o facturacion (valor numérico)

o churn (valor numerico con vlaores O=cliente no fugado, 1=cliente fugado)

Los siguientes programas en lenguaje R y Perl deben estar en un directorio llamado

“Documentos” dentro de la unidad C:\:

o modelos_de_prediccion.R

o balancea.pl

o selecciona_fugados.pl
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Debido a que la solucion completa consta de una pagina web para realizar la prediccion,
los siguientes programas desarrollados en Php deben ubicarse en un directorio llamado R
dentro del directorio htdocs:
o prediccion_churn.php:
Pagina web principal que invoca al programa prediccion.php
o prediccion.php:
Pagina que invoca al programa en R llamado modelos_de prediccion.R para

reealizar la prediccion y muestra los resultados por web
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